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1．ま え が き

近年，Artificial Intelligence（以下AIと記す）技術の発
展が多くの産業で技術革新につながっている．特に有望
なのが人間の脳神経ネットワークを模倣したディープラ
ーニングである．2012 年にはA. Krizhevskyらが発表した
ディープラーニングを用いたモデルAlexnet 1）が画像認識
のエラー率を大幅に低減した．そして 2015 年には 
Microsoft社がResNet 2）というモデルを発表し，人間の
エラー率 5%を下回る画像認識の精度を実証した．これ
はディープラーニングによりコンピュータが画像をデー
タとして活用できる様になったことを意味する．

さらに最近では研究が進み複数の物体を検知するよう
なモデルも提案されている3），4），5）．提案されているモデル
の一つであるSingle Shot Multibox Detector 3）では 1 枚
の画像から複数の対象を検出する処理を 1 秒当たりおよ
そ 60 回行うことが出来る．

また，与えられた環境において最大限の成果が得られ

るような解法を学習する強化学習という分野においては
ディープラーニングを取り入れることで，囲碁のプロ棋
士の棋譜を学習してプロ棋士に勝利したAlpha Go 6），囲碁
の基本ルールだけを与え自己との対戦のみでそのAlpha 
Goに勝率 9 割の強さにまで成長したAlpha Go Zero 7）な
どが登場した．これらの技術は様々な制御や自動化への
応用が期待されている．

このように最新のAI技術（ディープラーニングなど）
は特定のタスクに限定すれば人間を超える成果を出し得
るということがわかり，ソフトウェア産業だけでなく
様々な業界への応用が進められている．例えば教育業界
では，AI技術を用いることで個人個人の勉強の習熟度に合
わせ，教え方や問題を変える適応学習（アダプティブ・
ラーニング）というサービスが打ち出され注目を集めて
いる．また金融業界では為替や株式の値動きを予測する
ためにAI技術が使われ始めている．さらに製造業でも同
様にAI技術による生産性の向上が期待されている．例え
ば部品の外観検査や，最適な加工条件の導出などへのAI
技術の利用が考えられている．また，工場においても
種々のセンサからのデータをAI技術で解析することによ
り故障や異常の前兆を検知し，未然に防ぐなどのシステ
ムも考えられている．

当社でも外観検査にAI技術（ディープラーニング）の
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AI技術のひとつであるディープラーニングは近年急速な進歩を遂げ，様々な産業分野への応用が期待
されている．当社では，ディープラーニングによる画像認識技術を半導体レーザウエハの外観検査に応
用し，独自のネットワーク構造を構成し学習データの選定を行うことで 99％を超える判定精度を達成し
た．既にこの外観検査システムは半導体レーザの製造工程に導入，安定的に運用されている．また，本
技術は圧着端子の外観検査についても応用を進め判定精度 99％以上を実現している．

Recently, Deep Learning which is one of the AI technologies has advanced rapidly and is expected to be applied 
to various industries. 

We applied image recognition technology based on Deep Learning to the visual inspection of semiconductor  
laser wafers. By constructing our original network structure and preparing high quality dataset for learning, our 
visual inspection system achieved over 99% pass/fail judgement accuracy. This system has already been intro-
duced into our semiconductor laser manufacturing process and has been stably operated.

This technology was also applied to visual inspection of crimp - type terminals and achieved over 99% judge-
ment accuracy. 
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導入を進めており，これまでディープラーニングによる
画像認識技術を用いた半導体レーザウエハ外観検査装 
置8），9）を報告してきた．本稿では当社におけるディープ
ラーニングの製造応用を紹介する．

2．ディープラーニングと判別理由の可視化

1956 年のダートマス会議において人工知能（Artificial 
Intelligence）という言葉が使われて以降数多くの技術が
提案されている．近年最もよく使われているディープラ
ーニングは 1980 年代に提案されたニューラルネットワ

ークというモデルを基礎としている．ニューラルネット
ワークは人間の神経細胞であるニューロンをモデル化し
た人工ニューロンを基本単位としている．ニューロンと
人工ニューロンを図 1 に示す．ニューロンは複数の樹状
突起から入力される電気信号がある一定のしきい値を超
えると，軸索から電気信号を出力する．この複数ある樹
状突起のどの入力信号を重視するかは優先度が割り振ら
れている．人工ニューロンにおいて入力をx1，x2,・・・
xn，優先度を重みw1，w2 ,・・・wn，定常状態におけるバ
イアス電位をbとすると，総入力uは各入力信号の重みw
を用い，しきい値と比較する為にバイアスの状態も合わ
せて

u＝w1x1＋w2x2＋…＋wnxn＋b

と表せる．軸索からの出力yはこの総入力uに応じて変化
するので関数fを用いて

y＝f（u）

と表せる．fは活性化関数と言われ，様々な関数（ステッ
プ関数，シグモイド関数，ランプ関数）が提案され使用
されている（図 2，3，4）．

この人工ニューロンをネットワーク状に組み合わせた
ものがニューラルネットワークである．（図5）さらにこの
ニューラルネットワークを多層に深く（Deep）したもの
がディープラーニングである．中でも全てのニューロン
が結合しているものは全結合型と呼ばれている．

ディープラーニングは人間が行うような情報に基づく
判別や予測が出来る．入力された情報から正しい出力

（判別や予測）を得るには，人工ニューロンの重みやバイ
アスを最適化する必要があり，一般的に最適化する過程
を学習と呼ぶ．学習には非常に大量の既知の入出力のデ
ータ，学習データが必要であり，またその学習に際して
も非常に大きな計算量が必要となることから，提案され
た当初は本来の性能を発揮することは難しかった．しか

図1　ニューロンと人工ニューロン
Fig. 1. neuron and artificial neuron.
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図2　ステップ関数
Fig. 2. step function.
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図3　シグモイド関数
Fig. 3. sigmoid function.
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図4　ランプ関数
Fig. 4. ramp function.



フ　ジ　ク　ラ　技　報2019 第132号

38

し近年では計算機のプロセッサ性能が向上し，インター
ネットによるデータ収集が容易になったことから，高精
度に膨大な数の重みやバイアスの最適化が可能となり，
ディープラーニングは人間を超えるような性能を実現し
始めている．

ディープラーニングの応用として最も成功しているの
が画像認識である．最近の画像は撮像デバイスが高解像
度のためデータ量が非常に大きくなっており，全結合型
のディープラーニングのモデルではパラメータ数が非常
に多くなり，学習に長時間必要となる．そのため全結合
型の手前にフィルタを畳み込むことで有力な情報だけを
抽出する畳み込みニューラルネットワーク（Convolution-
al Neural Network，以下CNNと記す）と呼ばれるモデル
が良く用いられている．CNNでは学習の際にフィルタの
パラメータも同時に最適化されることから，人間がフィ
ルタを定義する必要はない．画像のサイズや対象に合わ
せて畳み込み層の層数や構造を最適化することで様々な
画像において認識の精度が 95%を超えるような結果が出
ている．このCNNを製造業では外観検査工程などに応用
することで，高精度な外観検査工程の自動化が実現でき
ると期待されている．

製造業の製造工程においてディープラーニングを活用
するために重要となるのが判別の理由を可視化すること
である．一般的な外観検査では定められた基準をもとに
人間が外観の判別を行っている．CNNを用いた外観検査
システムにおいても同様の基準に則って判別が行われる
必要がある．そのためディープラーニングを用いたシス
テムが判別した際の理由についても妥当であるか開発時
に確認が必要となる．CNNの判別理由を理解しようとい
う研究は以前から行われている10），11）．主には畳み込み層
で抽出された特徴のうち，どの特徴を重視して判別して
いるかを可視化している．この判別に用いた特徴を強調
した画像はヒートマップと呼ばれる．図 6 は圧着端子の
加締め部に異常がある際の画像をCNNで判別した際に出
力したヒートマップの一例である．人と同じ上手く加締
められていない部分の特徴から判断していることがわか

る．このようにヒートマップを用いることで，CNNの判
別が基準に則って判別しているのか確認が出来る．弊社
では製造工程に導入する全てのCNNにおいて判別の可視
化を導入している．

3．ディープラーニングの製造応用例

当社でのディープラーニング応用事例を紹介する．
3．1　半導体レーザウエハ外観検査システム
本項では，グループ会社であるオプトエナジー社にて

製造しているファイバーレーザ用高出力半導体レーザ製
造工程への導入事例を紹介する（図 7）．

半導体レーザの製造工程においては最初の結晶成長工
程後に行われている外観検査が全体の歩留まりを左右す
る非常に重要な工程である．そのため単なる良否の判別
でなく，良品 4 種類，不良品 3 種類の計 7 種類の判別
を実施している．高出力の半導体レーザでは僅かな異常
や欠陥が大きく影響するため，知識と経験に基づいた高
度な判断が要求され，従来のパターンマッチングによる
自動化が出来ずに目視で外観検査を行っていた．今回，
ディープラーニングを用いることでこの高度な判断の自
動化を行った．

半導体レーザウエハ外観検査システムを構築するにあ
たり，入力画像サイズは微細な異常も検出できるように
106 pixelオーダの高解像度なものとした．モデルについ
ては様々な畳み込み層を持つ独自の構造とした．学習デ

・・・

図5　ニューラルネットワーク
Fig. 5. neural network.

ヒートマップ
適用人間の判断根拠 AIの判断根拠

図6　ヒートマップによる判別根拠の可視化
Fig. 6. ‌�Visualization of judgement basis of AI by heat 
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ータについては判別するべき種別の下でさらに細かい種
別分けを行い，それぞれの種別での学習データの分布を
管理している．各種別の画像はオプトエナジー社の協力
により収集したうえで，画像反転などの一般的なデータ
増強を行い十分な学習データ数を確保した．ディープラ
ーニングにおいてこのような学習を行う際，一般的な計
算機では計算時間が長くなることから，行列演算を得意
とする高性能なGraphics Processing Unit（画像処理装置
のこと，GPU）を搭載したNVIDIA社製DGX-1 を用い
た．学習により完成したディープラーニングを用いた半
導体レーザウエハ外観検査システムは精度検証において
99%を超える良否判別精度を実現した．現在このシステ
ムは製造工程に導入，運用されている．直近の複数ロッ
トにわたる良否判別精度を箱ひげ図にしたものを示す．

（図 8）箱が全て 98%の上に位置し，複数ロットにわた

り高い良否判別精度を維持できていることがわかる．そ
の平均は 99%を超えており，従来の外観検査を行ってい
る人間の判定精度を上回る状態で運用されている．
3．2　圧着端子外観検査．
本項ではディープラーニングの別の外観検査への導入

例として，電気配線の接続に用いる圧着端子の外観検査
システムを紹介する．現在は自動機による電気配線端末
への端子圧着処理後，圧力検査システムを用いて良否の
自動判定が行われているが，圧力検査では判別しきれな
い不良があることから目視判定もあわせて行っている

（図 9）．また市販の画像検査装置システムを新たに導入
検討しているが，閾値設定が複雑なため判定精度の維持
が難しく異常が発見できないケースが存在している．

今回，ディープラーニングによる自動化の実現可能性
を検証するため，ある 1 種類の圧着端子（圧着端子A）
を対象としてディープラーニングによる画像判別を実施
した．検証には一般的な画像認識モデルを使用した．半
導体レーザウエハ外観検査システムと同様に，学習デー
タには各種別内での細分類，整理，画像反転などによる
データ増強処理を行い，十分な数の画像を用意した．学
習にはNVIDIA社製のDGX-1 を使用した．

判別精度の検証ではテスト用画像 5200 枚の判別を行
い，99.96％と非常に高い精度で種別判別が行えていること
を実証した（表 1）．

別の種類の圧着端子（圧着端子B）についても検証し
た結果，判別精度 100％を実現した．（表 2）現在は製造
工程への本格導入にむけて自動判別システムの開発を進
めている．

AI判定正解率　100％
クラス 1 クラス 2 クラス 3 クラス 4 クラス 5 再現率

正
解

クラス 1 68 0 0 0 0 100.00%
クラス 2 0 48 0 0 0 100.00%
クラス 3 0 0 48 0 0 100.00%
クラス 4 0 0 0 48 0 100.00%
クラス 5 0 0 0 0 48 100.00%
適合率 100.00% 100.00% 100.00% 100.00% 100.00%

表2　圧着端子B- 判定結果
Table 2. judgement result of crimp- type terminal B.

AI判定正解率　99.96％
クラス 1 クラス 2 クラス 3 クラス 4 クラス 5 クラス 6 クラス 7 クラス 8 再現率

正
解

クラス 1 2399 0 0 0 0 0 1 0 99.96%
クラス 2 0 400 0 0 0 0 0 0 100.00%
クラス 3 0 0 400 0 0 0 0 0 100.00%
クラス 4 0 0 0 400 0 0 0 0 100.00%
クラス 5 0 0 0 0 400 0 0 0 100.00%
クラス 6 0 0 0 0 1 399 0 0 99.75%
クラス 7 0 0 0 0 0 0 400 0 100.00%
クラス 8 0 0 0 0 0 0 0 400 100.00%
適合率 100.00% 100.00% 100.00% 100.00% 99.75% 100.00 % 99.75% 0.00%

表1　圧着端子A- 判定結果
Table 1. judgement result of crimp- type terminal A.

100%

96%
98%

94%
92%
90%

図8　�製造工程にて運用している半導体レーザウエハ外観
検査システムにおける良否判定精度の推移

Fig. 8. ‌�changes in judgment accuracy of visual inspection 
system of semiconductor laser operated in 
manufacturing process.

・圧力検査圧着 ・目視検査

図9　現行の圧着端子圧着工程
Fig. 9. current crimping process.
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4．む　す　び

本報告では，当社のディープラーニングを用いた画像
認識技術の適用例を紹介した．高出力半導体レーザの製
造工程においてディープラーニングを用いた半導体レー
ザウエハ外観検査システムを導入済みである．長期にわ
たり良否判定精度は 99%を超え，従来検査を行っている
人間の判定精度を上回る状態で既に運用されている．本
技術は圧着処理後の圧着端子外観検査にも応用し，2 種類
の圧着端子に対する検証ではクラス判別精度それぞれ
99.96%，100%と非常に高い精度で判定が行えた．今後も
ディープラーニングの要素技術を積極的に取り入れ，も
のづくりに適用していく予定である．
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